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Resumen
La neumonía es una enfermedad que ha 
causado gran cantidad de muertes a ni-
vel mundial. Los métodos de detección de 
neumonía: pruebas de sangre, prueba de 
esputo, tomografía computarizada y las 
radiografías (RX) de tórax en general re-
quieren de un médico especialista y tiempo 
para su análisis. El objetivo de esta inves-
tigación fue generar un modelo basado en 
instancias semánticas y aprendizaje pro-
fundo (Mask-RCNN) que permita el apoyo 
en el diagnóstico de opacidades pulmona-
res y neumonía. Usando 12 024 imágenes 
de radiografías de rayos X de tórax se rea-
lizaron 3 experimentos, en los que se va-
riaron las condiciones de las imágenes del 
dataset (exp1: imágenes RX pacientes con 
neumonía, exp2: imágenes RX pacientes 
sanos y con neumonía, exp3: imágenes RX 
pacientes sanos y con neumonía, más data 
augmentation). Para los 3 experimentos se 
realizó un preprocesamiento de ecualiza-
ción de histograma. Para evaluar el desem-
peño de los modelos de identificación de 
opacidades y clasificación de pacientes con 
neumonía, se utilizaron los parámetros 
intersección sobre la unión, precisión, recall, 
F1score y accuracy. Se encontró que la mé-
trica de mejor desempeño fue recall para 
el experimento 1 tanto para la detección de 
opacidades como de neumonía. 

Palabras clave: aumento de datos, in-
tersección sobre la unión, redes neuro-
nales convolucionales, Resnet50, Socie-
dad Radiológica de Norteamérica.

Abstract
Pneumonia is a disease that has caused 
many deaths worldwide. Pneumonia de-
tection methods: blood tests, sputum test, 
CT scan, and chest X-rays, generally re-
quire a specialist doctor for analysis. The 
objective of this research was to generate 
a model, based on semantic instances and 
deep learning (Mask-RCNN), that allows for 
support in the diagnosis of pulmonary opa-
cities and pneumonia, using 12 024 images 
of chest X-ray radiographs. 3 experiments 
were carried out, where the conditions 
of the dataset images were varied (exp1: 
patients with pneumonia, exp2: healthy, 
and, also, pneumonia patients, exp3: heal-
thy, and, also, pneumonia patients, plus 
data augmentation). For all 3 experiments, 
a histogram equalization pre-processing 
technique was performed. In order to eva-
luate the performance of the models, the 
parameters Intersection on the Union, Pre-
cision, Recall, F1 score, and Accuracy were 
used. In the identification of pulmonary 
opacities in the images, and for the classi-
fication of patients with pneumonia from 
healthy ones, Recall was found to be the 
best performing metric for experiment 1, 
for both opacity and pneumonia detection.

Keywords: convolutional neural ne-
tworks, data augmentation, junctional 
intersection, radiological society of Nor-
th America, ResNet50.
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INTRODUCCIÓN

La neumonía es un tipo de infección respiratoria aguda (IRA) que afecta los pulmo-
nes. Estos están formados por pequeños sacos llamados alvéolos; que en pacientes 
sanos se llenan de aire al respirar y en personas enfermas con neumonía están llenos 
de pus y líquido, lo cual genera dolor al respirar y limita el oxígeno que entra a los 
pulmones [1]. La neumonía puede ser causada por diversos agentes infecciosos, como 
virus, bacterias y hongos [2]. En cuanto al diagnóstico de la neumonía, las radio-
grafías de tórax son un importante método en todo el mundo, ya que permiten ob-
servar la presencia de líquido en los pulmones, la acumulación de aire en el espacio 
alrededor de ellos o si existen opacidades pulmonares asociadas [3]. Sin embargo, se 
requiere un médico especialista para interpretar las imágenes de rayos X de manera 
correcta. Las limitaciones están asociadas a incertidumbres en el diagnóstico, ya que 
otras enfermedades también pueden mostrar opacidades similares en las imágenes 
[4]. Por este motivo, se requiere precisión en la lectura de las imágenes.

La inteligencia artificial (IA) se ha venido integrando con la medicina y se han desa-
rrollado nuevos algoritmos que han permitido dar apoyo al diagnóstico y tratamien-
to de enfermedades [5]; de esta manera se han desarrollado modelos de identifica-
ción para encontrar evidencias de neumonía en imágenes clínicas. 

Diversos estudios han presentado exitosamente sistemas de redes neuronales con-
volucionales (CNN) para clasificar imágenes de RX de pacientes sanos y enfermos de 
neumonía. En [6] utilizaron 5840 imágenes de radiografías de tórax para entrena-
miento y test, en los modelos VGG16 y VGG19, con un accuracy mayor que 85 ; así mis-
mo el modelo ResNet50 obtuvo un accuracy del 77 % y un recall del 97 %, mientras 
que en los otros modelos fue menor que 95%. En [7] se utilizó el mismo número de 
imágenes para el entrenamiento y validación, en los modelos XceptionNet, AlexNet, 
ResNet101, y se obtuvo un accuracy mayor que 81 %. Por el contrario, en [8] utilizaron 
un mayor número de imágenes para el entrenamiento y validación (26 684 imágenes) 
con los modelos AlexNet, LeNet, GoogleNet, y VGGNet, obtuvieron una precisión del 
95 y 97 %. El recall mayor fue del 98 % para los modelos GoogleNet y VGGNet. 

Otros estudios se han enfocado en la detección de opacidades en imágenes RX. Es decir, 
más allá de clasificarlas en una categoría (paciente con neumonía o paciente sano), se 
ha evaluado el desempeño de las CNN para identificar si existen opacidades localizadas 
en las imágenes que sugieran que el paciente padece neumonía. Los estudios [9] - [10] 
- [11] usaron el conjunto de datos de “ChestX-ray14”, que contiene 112 120 imágenes de 
rayos X con catorce etiquetas de enfermedades comunes pulmonares. Con respecto a la 
métrica AUROC (Área bajo la curva), el resultado de mejor desempeño fue el presentado 
en [10] con 77,6 %. En [12] se utilizaron 29 684 imágenes para entrenamiento y test, en 
los modelos ResNet50 y DenseNet121, y se obtuvo una precisión mayor que 85%. Ade-
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más, en el mismo estudio se propuso unir en un solo modelo la técnica de instancias 
semánticas (Mask-RCNN) y el modelo de detección RetinaNet y se obtuvo una precisión 
inferior a los anteriores modelos del estudio, pero se logró un recall mayor a 79 %. En 
las investigaciones [13] - [14] - [15], se utilizó el mismo dataset de imágenes y se obtuvo un 
recall mayor que 90 %. En [13] se presentó el valor más alto de recall, 97 %.

En este trabajo se presenta la técnica de Instanciación Semántica (Mask-RCNN) para 
detección de opacidades pulmonares diseñando tres experimentos con diferentes 
configuraciones en el dataset. La finalidad de la investigación consiste en utilizar el 
modelo Mask-RCNN para identificar opacidades pulmonares y para la clasificación 
de imágenes de pacientes enfermos y sanos.

En las secciones siguientes se presenta la metodología implementada para el desarrollo 
y validación del modelo, detallando el dataset y anotación de los datos, el procesamien-
to previo de las imágenes, arquitectura de la red y las métricas de desempeño utiliza-
das. Finalmente, se presentan los resultados más relevantes de la investigación.

METODOLOGÍA

Dataset

El conjunto de datos utilizado se obtuvo desde la plataforma Kaggle con el nombre pu-
blicado por la RSNA (Sociedad Radiológica de Norteamérica) en 2018, trabajaron en con-
junto con la Sociedad de Radiología Torácica y MD.ai, que apoyó en el etiquetado de las 
imágenes [16]. Este conjunto de datos contiene 26 636 imágenes en formato (.dcm), de las 
cuales 20 672 son de imágenes de pacientes sanos y 6012 de pacientes con neumonía se 
encuentran etiquetadas en la página de MD.ai [17], dichas anotaciones se encuentran en 
formato XML. Se escogieron para esta investigación las 6012 imágenes de pacientes con 
neumonía y la misma proporción de imágenes de pacientes sanos convertidas a formato 
PNG (en total 12 024 imágenes). Para las imágenes con opacidades pulmonares se reali-
zaron anotaciones manualmente para obtener las etiquetas en formato JSON, basándose 
en las etiquetas reales que se encuentran en la página de MD.ai. El dataset se dividió 75 
% para entrenamiento, 20 % para validación de la red y 5 % de imágenes para test. El 
etiquetado de las imágenes de entrenamiento, validación y test se realizó usando el sof-
tware VGG Image Annotator versión 1.

Procesamiento de datos 

En este apartado se realizaron los tratamientos previos a las imágenes antes del en-
trenamiento de los modelos. Como primera instancia se dimensionaron todas las 
imágenes a una sola resolución, debido a que el tamaño de las imágenes de dataset 
no era homogéneo; para este caso se utilizó 1024x1024 pixeles, como lo indica la in-
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vestigación [18], luego se realizó una ecualización de histograma como etapa de pre-
procesamiento [19], ecuación1. 

𝑇𝑇(𝑟𝑟𝑘𝑘) = ∑ 𝑝𝑝𝑟𝑟 (𝑟𝑟𝑗𝑗) = ∑
𝑛𝑛𝑗𝑗
𝑛𝑛

𝑘𝑘

𝑗𝑗=1

𝑘𝑘

𝑗𝑗=1
 (1)

Donde k es el número de niveles de gris, pr probabilidad de un cierto nivel de gris, rj 
un nivel de gris “j” específico, nj es un número de pixeles con nivel “j”, n el total de 
pixeles. Con la ecuación 1 se busca una distribución uniforme en los valores de inten-
sidad en el histograma mejorando el brillo y contraste de la imagen. 

Además, se aplicó la técnica de data augmentation al dataset [20], con el fin de au-
mentar el tamaño del conjunto de datos, usando las transformaciones flipping, scale, 
translation, rotate y shear, utilizando la librería imgaug augmenters.

Arquitectura CNN

Para esta investigación se utilizó la red neuronal convolucional basada en el modelo 
de instancias semánticas Mask-RCNN [21], con la finalidad de identificar opacidades 
pulmonares y clasificar imágenes de radiografías de tórax de pacientes con neumo-
nía (ver figura 1). Usando este modelo de red neuronal se plantearon 3 experimentos 
con la arquitectura ResNet50 de base, en los que se variaron las características del 
dataset de entrada. Los detalles de los experimentos se presentan en la tabla 1.

Fi g u r a 1. Modelo basado en Mask-rcnn para 
identificación de opacidad pulMonares
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Ta b l a 1. paráMetros de entrenaMiento de la red Mask-rcnn

Experimento 1 Experimento 2 Experimento 3

Tamaño imagen [1024 1024 3] [1024 1024 3] [1024 1024 3]

Arquitectura base Resnet50

Batch Size 8 12 12

Datos
Entrenamiento

Solo imágenes con 
neumonía (6.010)

Imágenes pacientes 
con neumonía y sa-
nos, dataset balan-

ceado (12.020)

Imágenes pacientes 
con neumonía y 

sanos, dataset ba-
lanceado, más data 

augmentation.

Learning Rate 0,001 0,001 0,001

Épocas 160 60 60

Steps 740 1000 1200

Tiempo Entrenamiento 18H 18H 18H

Métricas de desempeño 

Se utilizó la media de la medida de intersección sobre la unión (IoU) para cuantifi-
car el porcentaje de superposición entre la máscara real y la salida del modelo. La 
métrica IoU (ecuación 2) mide el número de píxeles comunes entre el objetivo y las 
máscaras de predicción dividido por el número total de píxeles presentes en ambas 
máscaras.

La intersección está compuesta por los píxeles que se encuentran tanto en la máscara 
de predicción (Bpredicted ) como en la máscara real (Bground-truth ), mientras que la unión se 
compone de todos los píxeles que se encuentran en la predicción y máscara real.

IoU𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟(B𝑝𝑝𝑟𝑟𝑟𝑟𝑝𝑝𝑟𝑟𝑝𝑝𝑝𝑝𝑟𝑟𝑝𝑝, B𝑟𝑟𝑟𝑟𝑟𝑟𝑔𝑔𝑟𝑟𝑝𝑝−𝑝𝑝𝑟𝑟𝑔𝑔𝑝𝑝ℎ) =
B𝑝𝑝𝑟𝑟𝑟𝑟𝑝𝑝𝑟𝑟𝑝𝑝𝑝𝑝𝑟𝑟𝑝𝑝 ⋂ B𝑟𝑟𝑟𝑟𝑟𝑟𝑔𝑔𝑟𝑟𝑝𝑝−𝑝𝑝𝑟𝑟𝑔𝑔𝑝𝑝ℎ
B𝑝𝑝𝑟𝑟𝑟𝑟𝑝𝑝𝑟𝑟𝑝𝑝𝑝𝑝𝑟𝑟𝑝𝑝 ⋃ B𝑟𝑟𝑟𝑟𝑟𝑟𝑔𝑔𝑟𝑟𝑝𝑝−𝑝𝑝𝑟𝑟𝑔𝑔𝑝𝑝ℎ

 (2)

Se calculó la métrica IoU para cada una de las imágenes en el conjunto de datos de 
test, y luego se tomó su promedio (ecuación 3). Además, se calculó la desviación es-
tándar (ecuación 5) que permite ver la dispersión de los datos respecto a la media. 



265
Vol. 39 n.° 2, 2021
2145-9371 (on line)
Universidad del Norte 

Apoyo al diagnóstico de neumonía y detección de 
opacidades pulmonares usando segmentación de 

instancias semánticas en imágenes de rayos X de tórax

Víctor Manuel Astudillo Delgado 
David Armando Revelo Luna

�̅�𝑥(𝐼𝐼𝐼𝐼𝐼𝐼) =
∑ 𝐼𝐼𝐼𝐼𝐼𝐼𝐼𝐼

𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖
𝑖𝑖
𝑖𝑖𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚    (3)

�̅�𝑥(𝐼𝐼𝐼𝐼𝐼𝐼)𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖𝑖 =
∑ 𝐼𝐼𝐼𝐼𝐼𝐼𝐼𝐼

# 𝑜𝑜𝑜𝑜𝑖𝑖𝑜𝑜𝑖𝑖𝑖𝑖𝑜𝑜𝑖𝑖𝑜𝑜
𝑖𝑖

# 𝐼𝐼𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜  (4)

𝜎𝜎 = √1
𝑁𝑁 ∑(𝑋𝑋𝑖𝑖 − �̅�𝑥(𝐼𝐼𝐼𝐼𝐼𝐼))2

𝑁𝑁

𝑖𝑖=1
   (5)

Adicionalmente, se utilizaron las métricas precisión, recall, F1score y accuracy, calcu-
ladas según las siguientes ecuaciones:

𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃𝑃 = 𝑁𝑁𝑁𝑁𝑁𝑁
𝑁𝑁𝑁𝑁𝑁𝑁 + 𝑁𝑁𝑁𝑁𝑁𝑁 (6)

𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅 = 𝑁𝑁𝑁𝑁𝑁𝑁
𝑁𝑁𝑁𝑁𝑁𝑁 + 𝑁𝑁𝑁𝑁𝑁𝑁        (7)

𝐹𝐹1𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆𝑆 = 2 𝑝𝑝𝑆𝑆𝑆𝑆𝑆𝑆𝑝𝑝𝑝𝑝𝑝𝑝𝑆𝑆𝑝𝑝 × 𝑆𝑆𝑆𝑆𝑆𝑆𝑟𝑟𝑟𝑟𝑟𝑟
𝑝𝑝𝑆𝑆𝑆𝑆𝑆𝑆𝑝𝑝𝑝𝑝𝑝𝑝𝑆𝑆𝑝𝑝 + 𝑆𝑆𝑆𝑆𝑆𝑆𝑟𝑟𝑟𝑟𝑟𝑟 (8)

𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴𝐴 = 𝑁𝑁𝑁𝑁𝑁𝑁 + 𝑁𝑁𝑁𝑁𝑁𝑁
𝑁𝑁𝑁𝑁𝑁𝑁 + 𝑁𝑁𝑁𝑁𝑁𝑁 + 𝑁𝑁𝑁𝑁𝑁𝑁 + +𝑁𝑁𝑁𝑁𝑁𝑁 (9)

Donde Ntp representan los verdaderos positivos, Nfp falsos positivos,Nfn falsos nega-
tivos y Ntn verdaderos negativos.

Para el umbral mínimo de selección se usó el valor de IoU>0,45 tomando como refe-
rencia diversas investigaciones [12] - [22], que establecieron valores aceptables, cerca 
del 0,5, para la métrica IoU.

Para identificar el desempeño del sistema en la detección de opacidades, se conside-
raron como verdaderos positivos todas las opacidades detectadas con un valor de IoU 
mayor que 0,45. Se consideraron falsos negativos aquellas opacidades que existen en 
las imágenes RX y que el sistema no detecta, o detecta con un IoU menor que 0,45. 
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Se consideraron como falsos positivos todas aquellas detecciones del sistema que no 
existían en las imágenes RX (ver figura 3).

Para identificar el desempeño del sistema en la clasificación de pacientes con neu-
monía y pacientes sanos, se utilizó la media x (IoU) por cada imagen del dataset de 
test ( ecuación 4). El dataset se dividió en dos partes: pacientes enfermos y pacientes 
sanos. En los pacientes enfermos, todas las imágenes con x (IoU) mayores que 0,45, 
verdaderos positivos y las imágenes con x (IoU) menor a 0,45 se consideraron falsos 
negativos. Aquellas detecciones del modelo en imágenes RX de pacientes sanos se 
consideraron como falsos positivos. Las imágenes RX de pacientes sanos, en las que el 
sistema no detectó opacidades, se consideraron verdaderos negativos (ver figura 2).

Finalmente, para los dos casos se utilizaron precisión (ecuación 6), recall (ecuación 7) 
y F1score (ecuación 8). Accuracy (ecuación 9) solo para la clasificación entre pacientes 
con neumonía y pacientes sanos.

Fi g u r a 2. diagraMa de selección de uMbrales para las Métricas de deseMpeño
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RESULTADOS Y DISCUSIÓN

Pre-procesamiento de imágenes RX

Como preprocesamiento se realizó ecualización de histograma a las imágenes del 
dataset. El efecto de la ecualización mostró mejoras en el brillo y contraste de las 
imágenes RX, resaltando los detalles como bordes o variaciones en la iluminación 
(ver figura 3).

Fi g u r a 3. aplicación de ecualización de histograMa al dataset: a. 
iMagen original, b. iMagen con ecualización de histograMa

Detección de opacidades Mask-RCNN

Se evaluaron los modelos obtenidos en el proceso de entrenamiento correspondiente 
a los 3 experimentos antes descritos; cada uno de ellos se evaluó usando las métricas 
presentadas en la sección anterior. Se estimó el IoU para cada imagen de test usando 
los tres modelos obtenidos. En la figura 4.A se muestran las etiquetas que se asig-
naron manualmente, en la 4.B se muestran las máscaras predichas por el modelo 
Mask-RCNN, y en la 4.C se observa la unión (color verde) y la intersección (color rojo) 
de las etiquetas reales y las predichas por el modelo. 
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Fi g u r a 4. aplicación de la Métrica iou indiVidual: a. anotación 
Máscara, b. resultado Máscara, c. unión e intersección

En la figura 5.A se presenta la distribución de valores de IoU de los tres experimentos 
utilizando el mismo grupo de imágenes de test y en la figura 5.B se observa la dispersión 
y la simetría de los datos. Se calculó además la media total de las IoU y la desviación es-
tándar de los datos, para cada modelo. Para el experimento 1 x (IoU): 0,6207 y σ: 0,1336; 
el experimento 2 x (IoU): 0,5882 y σ : 0,1523, y para el experimento 3 x (IoU): 0,5777 y σ: 
0,1953. Con base en los gráficos y la desviación estándar se concluye que las IoU obteni-
das de los tres experimentos se centran en unos valores cercanos en el rango de 0,6 y 
0,7, lo cual significa que los 3 experimentos obtuvieron un comportamiento similar en 
la identificación de verdaderos positivos, ya que el valor central es mayor que el umbral 
establecido (>0.45).

Fi g u r a 5. diagraMas de deseMpeño de la Métrica 
iou global de grupo de iMágenes test
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Desempeño de los modelos en la detección de opacidades

En la tabla 2 se muestran las métricas de desempeño que se obtuvieron de los expe-
rimentos para predecir opacidades pulmonares. El experimento 3 fue el de mayor 
precisión. Además, fue la configuración que utilizó el grupo de entrenamiento de 
imágenes balanceado más data augmentation. La métrica recall es una medida rele-
vante en modelos que involucran aplicaciones médicas, ya que es importante que el 
modelo no clasifique pacientes enfermos como sanos. El experimento 1 fue el del ma-
yor recall; dicho experimento solo se entrenó con imágenes de pacientes con neumo-
nía; este modelo tuvo un mejor desempeño para identificar opacidades pulmonares 
en los pacientes enfermos, disminuyendo los falsos negativos, pero aumentando los 
posibles falsos positivos en las imágenes. 

Ta b l a 2. Métricas de deseMpeño de los Modelos 
para identificar opacidades pulMonares

Mask-RCNN Precisión Recall F1Score

Experimento 1 0,7627 0,9513 0,8466

Experimento 2 0,7164 0,8801 0,7899

Experimento 3 0,8075 0,8801 0,8422

Desempeño de los modelos en la detección de neumonía 

Se estimaron las métricas para la clasificación de imágenes con neumonía utilizando 
el mismo grupo de imágenes test. En la figura 6 se observa la matriz de confusión 
para cada experimento. En las matrices de confusión se identificó que el experimento 
1 y 2 lograron identificar un mayor número de aciertos de verdaderos positivos. Por 
el contrario, el experimento 3 obtuvo un menor número de aciertos en verdaderos 
positivos, pero mejoró en disminuir los falsos positivos, y además obtuvo el mayor 
número de aciertos en verdaderos negativos, lo cual significa que logró identificar un 
mayor número de pacientes sanos en comparación con los otros experimentos. Por 
último, el experimento 1 obtuvo el menor valor en falsos negativos, parámetro im-
portante en aplicaciones médicas que buscan no clasificar pacientes enfermos como 
pacientes sanos.
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Fi g u r a 6. Matriz de confusión de los experiMentos: a. 
experiMento 1, b. experiMento 2, c. experiMento 3

En la tabla 3 se presentan las métricas de desempeño que tuvieron los modelos para 
clasificar imágenes de pacientes con neumonía y pacientes sanos. El modelo del ex-
perimento 3 presentó el mayor accuracy en comparación con los modelos obtenidos 
de los experimentos 1 y 2, en consecuencia, éste identificará en mayor proporción 
pacientes enfermos y sanos correctamente. Además, el experimento 1 obtuvo el recall 
más alto, lo cual significa que identificará en menor proporción falsos negativos.

Ta b l a 3. Métricas de deseMpeño de los Modelos para 
clasificar iMágenes de pacientes con neuMonía

Mask-RCNN Precisión Recall F1 Score Accuracy

Experimento 1 0,7026 0,9696 0,8080 0,7696

Experimento 2 0,6696 0,9212 0,7755 0,7333

Experimento 3 0,7487 0,8848 0,8111 0,7939

El tamaño y la configuración del dataset de entrenamiento han mostrado que in-
fluencian en el desempeño del modelo. Existen varios estudios en los que usaron el 
dataset de RSNA (26 684 imágenes) para la detección de opacidades pulmonares y 
neumonía, con diferentes resultados. En [8] se redimensionó el dataset a 1024x1024 
y se realizó data augmentation utilizando las técnicas rotation, horizontal flipping y 
scale. Los resultados mostraron una precisión del 89% utilizando ResNet50. Así mis-
mo en [12] redimensionaron las imágenes a 512x512, entrenaron Mask-RCNN solo con 
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imágenes de neumonía, y usaron RetinaNet con el dataset completo. Integrando los 
dos modelos obtuvieron una precisión del 76%. En [23] utilizaron el dataset “Ches-
tX-ray14”, que contiene 112 120 imágenes, que consta de 6643 con neumonía y 60 412 
de pacientes sanos, obtuvieron una precisión del 89 %. En comparación con los resul-
tados obtenidos en este estudio, el modelo obtenido en el exp1, con la configuración 
del dataset de solo imágenes con neumonía, fue superior en recall a los referentes 
consultados, con un valor de 96 %. 

En [6] se utilizó un dataset de 5840 imágenes con dimensiones de 64x64, además se 
empleó la técnica dropout para reducir el sobre-ajuste del modelo ResNet50, y se 
obtuvo un accuracy del 77,56 % y recall del 97 %. En comparación con el modelo obte-
nido del exp3 aquí presentado, con la configuración del dataset balanceado más data 
augmentation, los referentes mostraron un accuracy menor, dado que el resultado 
obtenido en esta investigación fue del 79 %.

CONCLUSIONES

En esta investigación se presentó el modelo Mask-RCNN para la identificación de 
opacidades pulmonares y para la clasificación de pacientes con neumonía, usando 
imágenes RX. Se desarrollaron 3 experimentos con diferentes configuraciones en el 
dataset. El modelo que obtuvo mayor precisión (80 % y 74 %), para la detección de 
opacidades y neumonía, respectivamente, fue el modelo asociado al experimento 3, 
en el que se usó un dataset balanceado y con data agumentation. 

Considerando la importancia de la minimización de falsos negativos en los sistemas 
de detección y clasificación en aplicaciones médicas, se prioriza el modelo con mayor 
recall sobre los demás. El mejor modelo bajo esa perspectiva con recall (95 % y 96 %), 
para la detección de opacidades y neumonía, fue el modelo asociado al experimento 
1 donde se usó solamente imágenes RX de pacientes con neumonía.

Para trabajos futuros se sugiere considerar el uso de metainformación, como sexo, 
edad y antecedentes del paciente, que son características adicionales útiles que pue-
den ayudar al apoyo del diagnóstico de neumonía. Además, se propone el uso de 
otras arquitecturas de redes neuronales convolucionales, o modelos de instancias 
semánticas, que puedan proporcionar herramientas adicionales para el apoyo del 
diagnóstico de neumonía. 

Estos resultados sugieren que las técnicas de instancias semánticas pueden ser útiles 
en el apoyo al equipo médico para el diagnóstico de la neumonía, agilizando los pro-
cesos clínicos de tratamiento. 
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